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1 はじめに
近年, 深層学習を用いたテキスト生成の研究が盛ん
に行われている. 本研究では, 系列データ内の事象を
表現するテキストの生成を目的とし，対象となる事象
が異なる 2つのモデルを構築した. 1つ目は動画像中
の事象を捉えた動画像説明文生成モデルである. 2つ
目は音声刺激下のヒトの脳活動情報の言語解読モデル
である. 音声刺激下の脳活動情報から, ヒトが脳内に
想起した高次意味表象を言語として生成する手法を構
築した.

2 動画像説明文生成モデル

2.1 モデル概要

図 1に本研究で提案する動画像説明文生成モデルの
概要図を示す. 動画像のフレームごとに人の姿勢情報
を抽出し時系列情報として，動作を表す単語を選択す
る処理と，フレームごとに物体を検出する処理を合わ
せ，それぞれの処理において得られた結果から人の動
作を捉えた動画像説明文生成を行う.
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図 1: 動画像説明文生成モデルの概要図

2.1.1 動作認識

本研究では， Caoらによる深層学習を用いた人の姿
勢推定手法 [1]を用い, 動画像の各フレームごとに鼻
や目, 肘などの 18個の人の部位の座標を検出する. そ
こで得られたフレームごとの 36次元の情報 (=人の部
位数 18×フレームの座標数 2)から, Encoder-Decoder

Temporal Convolutional Networks(ED-TCN) [2]を用
いて, 広範囲の時系列情報を効果的に捉え, 動画像中の
全てのフレームに対して動作を表す適切な単語を選択
する.

2.1.2 物体検出

物体検出には, Single Shot MultiBox Detec-

tor(SSD) [3]を用いる. SSD は, 画像を入力とし, 画像
中に含まれる物体の種類とその物体の座標 {x軸の最
大値, x軸の最小値, y軸の最大値, y軸の最小値 }, 確
信度を出力する.

2.1.3 文生成

Sutskever らによる Long Short-Term Mem-

ory(LSTM) を用いた言語モデル (sequence-to-

sequence) [4]を改良し, 動画像中の物体の位置情報を
用いた文生成手法を提案する. 動画像の各フレームご
とに ED-TCNによって予測された動作を表す単語と,

SSD によって検出された物体の単語と検出された物
体それぞれの位置情報となる座標 {x軸の最大値, x軸
の最小値, y軸の最大値, y軸の最小値 }を入力とし,

すでに学習されたモデルから物体の位置情報や語順情
報に基づき, 各語が選ばれる確率を算出し, 逐次的に
次の単語の予測することで文を生成する.

2.2 実験

2.2.1 実験設定

料理の動画像とフレームごとに対応する説明文から
なるデータセットである TACoS Cooking Datasetを
使用した. 説明文は提案手法に合わせ, 時制を過去形
に一致させ, 位置情報を追加し, 単語を抽象化するな
ど, 手動で改変したものを使用した. 動作識別におい
ては, 動画像の訓練データで使用された 58個の動作を
表すフレーズを使用した. 物体検出においては, 大規
模な画像認識コンペティションVOC2007における 20

種類と TACoSの説明文において頻繁に使用される 13

種類の単語の合計 33種類の物体を検出した.

2.2.2 実験結果

評価用の動画像において SSDの結果と生成した文を
図 2に示す．図 2の生成文から, (1)では人は fridgeの
近くにおり, (3)では cupboardの近くにいるため, そ
れらの単語が文中に出現したと考えられる. また, 人
の動作を表す took outや movedも文中に出現し, 人
の動作も適切に予測できることも確認できた.

図 2: 物体検出結果と生成文

3 脳活動情報の言語解読モデル

3.1 モデル概要
深層学習を用いて,音声刺激を受けた脳活動データを
入力とし,その時に刺激となっていた音声のテキストを
生成することで, ヒトが頭の中で想起した意味表象を
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言葉として解読することを目指す. しかし, Functional
Magnetic Resonance Imaging(fMRI)により観測する
脳活動データは取得のためのコストが大きく, 大量の
学習データを要する深層学習を十分に行うための大
規模なデータ収集は困難である. そのため, Encoder-
Decoder Networkに基づく自動音声認識手法を援用す
ることで少量データを効率的に活用する. 図 3に本提
案手法の概要図を示す. また, 実行時の手順を示す.
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図 3: 脳活動情報からのテキスト生成モデルの概要図

step 1. 自動音声認識
Encoder-Decoder Networkを用いた自動音声認識モデ
ル, Hybrid CTC/Attention Architecture [5]を使用.

step 1-1. Encoder: 音声中間表現の抽出
自動音声認識の Encoderを用いて, 音声から音声中間
表現を抽出.

step 1-2. Decoder: テキスト生成
step1-1. において抽出された音声中間表現を, 自動音
声認識の Decoderに入力し, テキストを生成.

step 2. 脳活動データの特徴量推定
脳活動データとその刺激である音声の中間表現 (step1-1
の出力)との対応関係を学習した回帰モデルにより, 新
規の脳活動データから対応する音声中間表現を推定.

step 3. 脳活動データの特徴量からテキスト生成
step1-2.で学習済みの自動音声認識の Decoderを用い
て, step2.で計算された新規の脳活動データの特徴量を
入力として, テキストを生成.

3.2 実験

3.2.1 実験設定

step1.の自動音声認識では,深層学習を用いた音声認
識ツールキッドESPnetを使用し,データセットとして
日本語話し言葉コーパス (CSJ)の 1本 10分程度の講
演データ 3,254本を使用した. step2.の脳活動データ
の特徴量推定では, Ridge回帰を用い, データセットと
して CSJの 16本を 1人の被験者に聴かせた時の血中
酸素濃度依存性信号 (BOLD信号;Blood Oxygenation

Level Dependent Signal)を fMRIを用いて 1秒ごとに
記録した脳活動データ, および fMRIのデータ収集と
同期させたCSJの音声を使用した. 立体撮像 96 × 96

× 72 ボクセルのうち大脳皮質と, 大脳皮質中の音声
処理を行う脳領域である前頭葉,頭頂葉,側頭葉に相当
するデータ列を用い, fMRIの観測遅延を考慮し 4,5,6

秒後の脳活動データを Ridge回帰の説明変数とした.

表 1: 脳領域ごとの step.2の結果
脳領域 (データの種類) 相関係数

大脳皮質 (訓練データ) 0.99

大脳皮質 (評価データ) 0.41

前頭葉 (評価データ) 0.26

頭頂葉 (評価データ) 0.22

側頭葉 (評価データ) 0.25

表 2: 大脳皮質を用いた step3.の結果
データセットの種類 正解テキスト 生成テキスト

訓練データ だんだんと興味が だんだんと興味が

訓練データ できました できました

評価データ あの楽しい 映画

評価データ ですがも です

3.2.2 実験結果

step2において, ridge回帰の学習時に使用した訓練
データ, 使用していない評価データ, それぞれの脳活動
データの特徴量を推定し, 推定結果とその刺激である
音声の中間表現との相関係数を計算した結果を表 1に
示す. 表 1から, 評価データを比較すると特定の脳領
域より大脳皮質全体を使用する方が相関係数が高いこ
とがわかる. 訓練および評価データの比較においては，
後者においては高い相関係数を得ることができておら
ず，これはデータ数が少ないことに起因していると考
えられる．また, step3におけるテキスト生成結果を表
2に示す. 訓練データからは正解と同じテキストを生
成することができた. 評価データで生成できていない
のは, step2のモデルの精度が低いためと考えられる.

4 おわりに
本研究では, 2つのテキスト生成モデルの構築を行っ
た. 動画像説明文生成モデルでは, 時系列データにお
ける人の動作や位置情報を踏まえたテキスト生成がで
きていることを確認した. また,脳活動情報の言語解
読モデルにおいては, 訓練データにおいては言語解読
が可能であることを確認し, 特定の領域を入力とした
比較実験から, 人間の脳における音声認識処理が特定
の領域より脳全体で行われていると示唆することがで
きる.
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